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研究紹介 02

Random Projection for kNN:  
A theoretical Investigation!

The more the merrier! Not always this is true! In 
traditional machine learning, of course, a large 
number of training data are needed to train our 
learning model better and generalize it to new 
data and at the same time, we have thousands 
or even millions of features measured for a 
single sample. In this way, we are adding low-
quality data with more noise and many irrelevant 
features, which slows down the algorithm. These 
high-dimensional data are often uninformative 
and have many redundant features. As a result, 
our model becomes more complex and resulting 
in poor performance. Many learning algorithms 
fail to perform satisfactorily on high-dimensional 
data due to the phenomenon called the curse 
of dimensionality. The curse of dimensionality, 
a term coined by Richard Bellman in the 1960s, 
is the set of all problems which are prevalent in 
high-dimensional settings but are absent in low 
dimensions. The following diagram illustrates 
this phenomenon. With increasing dimension, the 
nearest neighbor distances between the data 
points tend to concentrate. 

In statistical machine learning, the k-NN rule 
plays a very important role in understanding and 
developing the theoretical framework for other 
learning models. The k-NN rule is a distance-
based learning algorithm which predicts the label 
of a new data point by first finding k closest 
points to it and further, taking a majority vote 
among the labels of those k-nearest neighbors. 
Unfortunately, the k-NN algorithm is affected 
by the curse of dimensionality, but, a number of 
empirical studies combining random projection 
with the k-NN have shown improved results. 
Random projection is the most computationally 
efficient dimension reduction technique for high-
dimensional data. A limited number of studies 
for real and synthetic datasets insinuate that the 
combination of random projection and k-NN rule 
is a promising solution. However, the question is 
why this combination works well? There is almost 
no theoretical justification to the question of 
improved performance of random projection-
based k-NN.   It is promising direction to look 
forward to in data science.
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武蔵野大学数理工学センター  センター員の紹介

阿部 修治 （武蔵野大学工学部数理工学科 教授） 
専門分野 ： 材料科学／システム工学

上山 大信 （武蔵野大学工学部数理工学科 教授） 
専門分野 ： パターン形成／シミュレーション

高石 武史 （武蔵野大学工学部数理工学科 教授） 
専門分野： 数値シミュレーション／数理モデル

坪井 　俊 （武蔵野大学工学部数理工学科 教授） 
専門分野 ： 幾何学／トポロジー

西川 哲夫 （武蔵野大学工学部数理工学科 教授） 
専門分野 ： 生命情報科学／ゲノム科学

渡辺 知規 （武蔵野大学工学部数理工学科 教授） 
専門分野 ： 応用数理／数理科学／機械工学

木下 修一 （武蔵野大学工学部数理工学科 准教授） 
専門分野 ： 統計物理学／ネットワーク科学

友枝 明保 （武蔵野大学工学部数理工学科 准教授） 
専門分野 ： 渋滞学／計算錯覚学

山中 　卓 （武蔵野大学工学部数理工学科 准教授） 
専門分野 ： 金融工学／数理ファイナンス

松家 敬介 （武蔵野大学工学部数理工学科 講師） 
専門分野 ： 数学解析／数学基礎 ・ 応用数学

Sushma Kumari （武蔵野大学工学部数理工学科 助教） 
専門分野 ： 機械学習／ランダム行列理論

森 　竜樹 （武蔵野大学工学部数理工学科 助教） 
専門分野 ： 応用数学／計算機援用数学

薩摩 順吉 （武蔵野大学工学部数理工学科 教授） 
専門分野 ： 応用数理／非線形可積分系

【問い合わせ先】
武蔵野大学　数理工学センター
住所：〒 135-8181  東京都江東区有明 3-3-3
　　　武蔵野大学有明キャンパス 4 号館 404 室
Tel : 03-5530-7333（代表）
Web site : http://www.musashino-u.ac.jp/facilities/mathematical_engineering.html

編集後記：豪雨災害や暖冬、新型感染症の流行などがあり、メディア上には感染
拡大シミュレーションなど、数理工学に関わる技術を用いた映像が数多く利用さ
れていました。解決困難な問題が山積している現代社会において、数理工学分野
発展の必要性がより強く感じられる一年でした。� 編集委員：上山大信、木下修一
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